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SADRZAJ PREDAVANJA

= BioloSka i umjetna neuronska mreza
= Algoritam ucCenja neuronskih mreza
= Podjela neuronskih mreza

= Pregled primjene neuronskih mreza

= Pregled primjene neuronskih mreza u kemijskom
iInzenjerstvu



d» Sveuéiliste u Zagrebu

Fakultet kemijskog inZenjerstva i tehnologije LAM

Metode umjetne inteligencije

ZASTO NEURONSKE MREZE?

Tijekom evolucije ljudski mozak poprimio je niz karakteristika koje
povezujemo s inteligencijom:

. paralelno djelovanje (razliCiti dijelovi mozga
iIstovremeno rjesavaju razliCite zadatke)

. distribuirano predoCavanje i obrada (raspodjela
zadataka se distribuira izmedu viSe neurona u mrezi)

. sposobnost uc€enja (mozak ucCi kroz iskustvo,
prilagodavajuci veze izmedu neurona)

. sposobnost uopc¢avanja (nas mozak moze primijeniti
nauceno iz jedne situacije na druge situacije)

. prilagodljivost
. suvislo postupanje s informacijama
. tolerancija na pogreske i nepotpune informacije
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NEURONSKE MREZE

» Pojam dolazi iz podrucja umjetne inteligencije (artificial intelligence - Al)

Umjetna neuronska mrezZa je statisticki model kojeg €ini veliki broj
Jjednostavnih, medusobno povezanih procesnih jedinica (neurona),
koji obraduje informacije shodno vanjskim ulazima. Nielsen (1990.)

Neuronska mreza je racunalni sustav inspiriran bioloskim
neuronskim mrezama, a sastoji se od povezanih umjetnih neurona
organiziranih u slojeve.

Svaki umjetni neuron prima ulazne podatke, obraduje ih pomocu
tezinskih faktora i praga, te generira izlaz koji moze posluziti kao
ulaz za sljede¢e neurone u mrezi.

Ova struktura omogucuje neuronskim mrezama da se samostalno
prilagodavaju i u€e slozene obrasce iz podataka.
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BIOLOSKI | UMJETNI NEURON - Analogija

]/L_/
X,

SINAPSE

Neuron je osnovna
funkcionalna
jedinica Ziv€anog
sustava koja
prenosi elektricne  5cnpRITH
signale.

TIJELO

AKSON

e Tijelo stanice - sadrzi jezgru s informacijama o nasljednim znacajkama;

e Dendriti - krace niti oko stanice; primaju signale od drugih neurona i Salju ih prema tijelu stanice;

e Aksoni — duge i tanke niti; Ako signal koji dolazi do dendrita dostigne dovoljno visoki prag (aktivacije),
aksoni prenose signal do drugih neurona;

Sinapse - funkcionalne poveznice izmedu zavrSetka aksona prethodnog neurona i dendrita sljededeg

neurona; oslobadaju neurotransmiter potreban stanici za prijenos signala. Elektricni impuls se prenosi

preko sinapsi s jednog na drugi neuron. Dendriti pojacavaju ili prigusuju impuls, sumiraju se u jezgri.



BIOLOSKI | UMJETNI NEURON

Bioloski neuron Umjetni neuron
m— Prima ulazni signal s drugih ' Prima ulaze (i ) koji su
g‘v neurona putem odredeni tezinskim
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STRUKTURA UMJETNE NEURONSKE MREZE

ULAZNI SLOJ (input layer)
- prvi sloj
- prima informacije i proslijeduje mrezi

SKRIVENI SLOJ(EVI) (hidden layer)

Izlazni - prima informacije iz ulaznog sloja i obraduje ih
sloj

IZLAZNI SLOJ (output layer)

- zadniji sloj

- prima obradene informacije i daje rezultate

kriveni
sloj

Ulazni
sloj
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STRUKTURA UMJETNE NEURONSKE MREZE

Ako je zbroj otezanih signala > od pomaka b (igra
\1/ b ulogu praga osjetljivosti neurona), nelin. aktivac.
@ funkcija f generira izlazni signal neurona.
Interna aktivacija
wi/ L E) =" w;*X;+b
pd 7\ 1=1""1 L

ULAZI Wi,

e J 1zLAz iy
5 ﬁ \ X - ulazne varijable
?{:"(' 4" ?,0 Y - izlazne varijable
A<
e;‘! ﬁ ‘0‘ w; - tezinski faktori
D
X

R

o‘ V’“‘ ’::@ b — privsjtral?ost, po.mak (bias)
e‘y @ ,",v Z; - teZinski faktori
\\\ /"‘@ Prijenosna funkcija

ONNE :
ULAZNI \\g ) IZLAZNI X=f(I)

SLO) Wy SLO)
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SKRIVENI SLOJ
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STRUKTURA UMJETNE NEURONSKE MREZE

Svaki neuron prima ulazne signale i; koji
dolaze kao izlazi drugih neurona ili dolaze
izvan mreze, te pristranost (pomak) b
(bias). Bias omogucuje mrezi da nauci
optimalne pomake (b omogucuje neuronu da se
"pomakne" od pocCetne ili neke fiksne pozicije, sto
mu omogucava da prepozna razliCite obrasce).

Svaki ulazni signal ima svoj tezinski faktor
w;. Ono Sto je jaCina sinaptiCke veze izmedu
dva bioloSka neurona, to je tezinski faktor
izmedu dva umjetna neurona. Sto je veéa
vrijednost tezinskog faktora, jaCa je i veza
izmedu dva neurona.

Ulazni signali ,otezani® tezinskim faktorima
se zbrajaju te se rezultirajuci signal, tzv.
aktivacija, predaje prijenosnoj funkciji.

Krajnji izlaz neurona moze se proslijediti
slijede¢im neuronima ili postati izlazni sloj
mreze.

Ulazi

TezZine Bias Prijenosna Izlazi
b funkcija

0, :f Z(sziz‘)_b]‘
i=1

Prijenosna funkcija
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PRIJENOSNA (AKTIVACIJSKA) FUNKCIJA

= Obi¢no nelinearna funkcija koja omogucuje mrezi da nauci nelinearne funkcijske
ovisnosti;

= NajcesSce funkcije: sigmoidna i tangens-hiperbolna - kontinuirane funkcije koje
su aproksimacija skokomicne funkcije kakva se nalazi i u bioloSkom neuronu.

fx) T fx) T
- / t
§ f Z > i i ST
- | -1
Linearna: fix) = x Skokomicna: fix) = sgn(x)
f(X) 4 f(X) A
------------------------- —/l/__,__—_ R g g |8
-1 — 1

Sigma: fix) = I/{i+exp(x)) Tan-hiperbolicna: fix) = fanh(x)
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PRIJENOSNA (AKTIVACIJSKA) FUNKCIJA

fx) P
............................... — 1 aaeoenas o2 mpapmaaral £ oimamAr Bocue
/,f_—_
— ——0
X
1 SW ==
f(x)

Tan-hiperboli¢na: ranh — f(x) = ¢ e

X —X
€ +e

Sigmoidna funkcija uvodi nelinearnost u model pri Cemu
izlazne veliCine poprimaju vrijednosti u rasponu od 0 do 1.

Nije centrirana oko nule - azuriranje tezinskih faktora
moze biti neefikasno (sporo). Pri ve¢im ulaznim
vrijednostima: sigmoid brzo ‘zasiti’ i svoje izlaze priblizi O ili
1. U tim krajevima krivulje njezin je gradijent gotovo nula,
- mreza prakticki ne moze uciti, promjena tezina postaje
zanemariva > problem nestajuc¢eg gradijenta.

Zbog faktora e* vrlo je zahtjevna za raCunanje.

Tangens-hiperbolna funkcija daje izlaze u rasponu od -1
do 1 i centrirana je oko nule. Kod funkcije tanh gradijent
je nesto veci nego kod sigmoidne funkcije pa mreza moze
brze uciti.

Problemi koji se javljaju kod funkcije tanh:

Zasi¢eni neuron (kada su izlazne vrijednosti velike
neurona, izlaz funkcije se priblizi vrijednostima —1i 1)

uzrokuje problem nestajuceg gradijenta.
Zbod c¢lana funkciie e* zahtiieva puno racunalne snaaqe.
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PRIJENOSNA (AKTIVACIJSKA) FUNKCIJA

ReLU (engl. rectified linear unit) - funkcija ,ispravljene linearne jedinice” (tzv. zglobnica)

flu) = max(D, u)

flo) =25 (1)
f(x) = max (0, wix; + b) (2)

* Operacija max vraca vecu od dvije vrijednosti. Ako je f (x) (1. interna
aktivacija) negativna, tada je vecéa vrijednost 0, pa je izlaz = 0.

* Ako je f(x) pozitivna, veéa vrijednost je I, pa je izlaz = I.

- RelLU funkcija (1) za sve negativne vrijednosti ulaza daje izlaz 0, a za pozitivhe vrijednosti
izlaz je jednak ulazu.

- Cesto se koristi zbog svoje jednostavnosti kod dubljih mreza.

- Prednost - ne dolazi do zasi¢enja neurona kod velikih pozitivnih vrijednosti ulaza.
Racunski jednostavan.

- Nedostaci - ako je zbroj svih otezanih ulaza plus bias negativan tada ne dolazi do aktivacije
neurona (izlaz je uvijek 0, gradijent je 0 - taje neuron se viSe ne aktivira — ne uci).
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VISESLOJNA NEURONSKA MREZA

Izlazni
sloj

Ulazi Prvi skriveni Drugi skriveni
sloj sloj

Mreza moze imati vise skrivenih slojeva. U okviru BigData platformi
razvijaju se neuronske mreze koje imaju po nekoliko stotina skrivenih slojeva,
Sto se danas naziva duboko u€enje (engl. deep learning).
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Specificiranje neuronske mreze

Specificiranje neuronske mreze:

1. Struktura mreze — shema povezivanja neurona
(broj skrivenih slojeva i broj neurona u slojevima)

2. Prijenosna funkcija neurona

3. Pravilo u€enja

« Parametri modela — podeSavaju se tijekom ucCenja (tezinski koeficijenti i
pristranost u neuronskim mrezama)

« Hiperparametri - biraju se na temelju prethodno provedenih eksperimenata i
iskustva (prijenosna funkcija, broj neurona i skrivenih slojeva, algoritam
ucenja,...).
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UCENJE NEURONSKE MREZE

Stvarni
izlaz

FORWARD PROPAGATION

Ulazi Realni sustav

Izlaz iz -
mreze

Neuronska mreza

Ucenje

Pog res ka BARCKWARD PROPAGATION

Ucenje neuronske mreze - iteracijski postupak podeSavanja veza medu
neuronima. PodesSavanje tezinskih koeficijenata odvija se pronalazenjem
minimalne vrijednosti pogreske izmedu izlaza dobivenog modelom i stvarne
vrijednosti izlazne veliCine.

Tezinski koeficijenti - nosioci ,znanja” u neuronskoj mrezi. Do njihovih vrijednosti
dolazi se treniranjem, tj. uCenjem mreze na odredenom skupu ulaznih podataka.
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ALGORITAM unatrazne propagacije

Prve vrijednosti tezinskih faktora i bias-a se nasumi¢no generiraju.

Mreza u prvom unaprijednom prolazu izbacuje predvidene
vrijednosti izlazne varijable mreze te se usporeduje sa stvarnom
vrijednosScu.

Na temelju pogreske izmedu stvarne i predvidene vrijednosti,
ispravljaju se vrijednosti tezinskih faktora metodom unatrazne
propagacije. Postupak se ponavilja (iterativno) dokle god nije
zadovoljen zadani kriterij uspjesnosti.

U svakom skrivenom sloju u n-dimenzionalnom prostoru kojeg Cine
osi svih tezinskih faktora tog sloja minimizira se ukupna pogreska
mreze, npr. metodom gradijentnog spusta (engl. gradient descent).

Funkcija pogreske izlaznog sloja Cesto je zbroj kvadrata pogreske.
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ALGORITAM UCENJA

« UcCenje neuronske mreze odvija se prema nekom pravilu uenja - Pravilo
Sirenja unatrag (eng. Backpropagation) ili algoritam unatrazne
propagacije izlazne pogreske.

« Razlika vrijednosti dobivene modelom i stvarne vrijednosti sluzi za korekciju
tezinskog koeficijenta pomocu tzv. Delta pravila:

: rari w;;- neuron / povezan sa neuronom j
whovt — ,start AWij

ij Lj
/ n - koeficijent uéenja (eng. learning rate),

Korektivni faktor AWij = nYi& y; - izlaz prethodnog neurona (neurona i)
(promjena tezinskog faktora & — pogreska neurona j (vrijednost koju daje
izmedu neurona i i neurona j) neuronska mreza-stvarna vrijednost)

. i - broj neurona u izlaznom sloju
. ~ _ ) 2 _ v . . . .
E = a i (7, — i) Y ze!Jena vrijednost, vrijednost dobivena
eksperimentom
y; - vrijednost dobivena pomocu neuronske mreze

Globalna greska
mreze
(funkcija pogreske)



Sveuciliste u Zagrebu

Fakultet kemijskog inZenjerstva i tehnologije LAM

ALGORITAM UCENJA

Koeficijent u€enja je parametar koji se mora zadati, a koji diktira brzinu promjene
tezinskih koeficijenata uzimajuci u obzir vrijednost pogreske €. O njemu ovisi koliko
brzo ¢e se konvergencijom doci do rjeSenja.

Premala vrijednost koeficijenta u€enja moze rezultirati presporim u¢enjem, a kod
prevelikih vrijednosti se nikada ne moze pronaci minimum funkcije pogreske (moze
dodi do "preskakanja" minimuma funkcije pogreske)

A

Funkcija
pogreske

IR

Niska vrijednost
koeficijenta brzine

ucenja
Visoka vrijednost

koeificijenta brzine

ucenja

\ broj epoha - jedan prolaz

podataka kroz cijelu mrezu.

Dobra vrijednost
koeficijenta brzine
ucenja

Broj epoha

Utjecaj vrijednosti koeficijenta brzine uéenja na uéenje mreze
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Ucenje - Postupak propagacije pogreske unatrag

« Ako je funkcija pogreske derivabilna, moguce je koristiti optimizacijske
postupke koji se temelje na izraCunu gradijenta funkcije pogreske
(parcijalnih derivacija funkcije pogreske s obzirom na svaku tezinu i prag!)

« Parcijalna derivacija pogreske nam govori kako ¢e se funkcija pogreske
promijeniti ako malo pove¢amo tezinu.

* Tu informaciju mozemo iskoristiti kako bismo ciljano povecavali ili smanjivali
tezine s ciljem smanjivanja vrijednosti funkcije pogreske E

« Klju€na ideja je da se prilagodba tezinskih faktora odvija u smjeru koji smanjuje
pogresku, Sto se postiZze uzimanjem negativnog gradijenta funkcije pogreske.

Postupak propagacije pogreske unatrag W

(engl. Error Backpropagation) (O
Postupak uéenja neuronskih mreza koji se W Pogreska
temelji na ucdinkovitom izraéunu svih parcijalnih M
derivacija funkcije pogreske i njihovoj primjeni 'S ) )

na odredivanje korekcije tezina. ————

Propagacija unatrag
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Primjer izracuna izlaza neuronske mreze 3x3x1

a, =x,— T,

b, = f(wl,lal TwW,a, T w;,d, _tl)

¢ = f(vb +v,b, +v,b, —tt)

?1

[ | [ |
. vlf(wl,l(xl_T1)+WZ,I(Xz_T2)+W3,1(X3_T3)_tl)+v2f(wl,2(X1_Tl)+WZ,Z(XZ_TZ)+W3,2(X3_T3)_t2)+"'
etV WX =T +wy (X, —T,) +wy (X5 —T,) —85) — ¢

S
Il

f(W-F('—T)
U matricnom obliku: -
flv-b—tt

(v-b-1)

o
Il
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FKIT

Algoritam unatrazne propagacije - Primjer izracuna 1. iteracije

1) Unos i normaliziranje ulaznih vrijednosti x

» urasponu od 0 do 1 - vrijednost svake varijable se podijeli a b+
sa varijablom najvece vrijednosti u setu podataka; y
* nasumicno postavljanje tezinskih faktora i bias-a X {\\_u vy tezine
T4
w - - - - s bias
2) lzraéunavanje ukupnog izlaza c iz slojeva (unaprijedno)
_ o ) 4 ¢
a, =x,—-T Na primjeru sigmoidne funkcije Xy —1
| -
— 4+ )= T2
bl - f(wl,lal + W, .14, TW; 4, tl) 1+ e—(wl,lal+w2,1a2+w3’1a3—t1)
c=f(vb +v,b, +v,b, —tt) = : bias
= 19 T V0, T V30, EEPAPECTETTT 2B izlaza
X3 —|:I(
7 . - S . \"a_.a & pogreska &
3) Raéunanje pogreske po slojevima (unatrazno) T pogreska e t ?
realna vrijednost
Z izlaza
8=c(1—c)(yl—c) e =b,(1-b))(v,¢)
izlaz mreZze  pogreska 1. neurona u skrivenom sloju Posliedica
c(1-c) deriviranja
4) Postavljanje novih vrijednosti varijabli (korekcije tezina) b(1-b) sigmoidne
prijenosne
nova  __ _ stara nova __ rostara fukcije
werL =W T4 ™, =T"" +1,¢

nova stara

nova __  Stara nova __ stara
VP =V +bs Py =0+ e wee =g d'(z) = o(2)(1 —a(2))
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Pretreniranost mreze

Nakon predobrade podataka obradeni podaci dijele se u tri skupa: skup za ucenje,

skup za provjeru i skup za testiranje.

Podaci iz skupa za u€enje sluze za ugadanje vrijednosti tezinskih faktora medu

neuronima.

Skup za provjeru sluzi za provjeru modela - je li doSlo do pretreniranosti mreze -
neuronska mreza daje odliCne rezultate na skupu podataka na kojem je ucila, dok na

novim podacima pokazuje vrlo loSe rezultate.

Cilj je postici §to vecu sposobnost generaliziranja na novim podatcima.

rang
zaustavljanje

pogretka na skupu
za ulenje

iteracije

U svrhu sprjeCavanja pretreniranja mreze
koristi se tehnika ,,ranog
zaustavljanja*“(engl. early stopping).

Ucenje mreze valja zaustaviti onda kada
pogresSka na skupu za ucenje i dalje pada,
ali pogreSka na skupu za provjeru dostize
SVOj minimum.



POSTUPAK RAZVOJA NEURONSKIH MREZA

Planiranje eksperimenta (ako nisu prije provedeni)
- vrsta, broj i veli€ina ulaznih promjena
- analiza statickog i dinamic¢kog vladanja procesa

Prikupljanje i obrada podataka
- promjena ulaza prema planu eksperimenta (laboratorij)
- pracéenje i pohrana ulaznih i izlaznih podataka (baza podataka)
- obrada dobivenih podataka

Izbor strukture modela neuronske mreze
- odabir ulaznih i izlaznih velicina
- specificiranje strukture mreze

Izvedba (u€enjel/treniranje) neuronske mreze
iteracijsko podesavanje tezinskih koeficijenata

Ocjena (vrednovanje/validacija) modela
- provjera i testiranje dobivenog modela
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OCJENA I1ZVEDBE NEURONSKE MREZE

Vrednovanje / Validiranje

* Novi skup podataka - mreza usporeduje svoje izlaze sa Zeljenim izlazima
(tezinski koeficijenti se sada ne mijenjaju);

= Kiriteriji pogresSke (MSE, R?) govore o kvaliteti i robusnosti (generalizaciji) mreze

Error

1 —— Training °
—— Testing sl L
i ® .
0.8 5 . =
2 o >
0.6 g 14 o ;G?O
& ,
% 12 o o o© CP%O
o - -
0.4 @ o
qc,) o}
E 10 ¢ OOO
cdﬁ) O~ &8@ o}
0.2 - __overfitting os | © 00

Epochs

T [ | T 08 08 10

20 40 60 80 100 Benzene conte‘nt - exp, vol%“




Sveuciliste u Zagrebu

Fakultet kemijskog inZenjerstva i tehnologije LAM

Metode umjetne inteligencije

OCJENA I1ZVEDBE NEURONSKE MREZE

Krizna validacija (engl. cross-validation) je statistiCka tehnika koja se koristi u
strojnom ucenju kako bi se procijenila izvedba modela na nacin koji smanjuje
vjerojatnost pretreniranja i omogucuje bolju generalizaciju modela na nepoznate
podatke.

Krizna validacija uz zadrzavanje (engl. holdout cross-validation) osjetljiva je na
nacin na koji su podatci razdvojeni pa ocjena valjanosti moze varirati za razliCite
uzorke podataka. Dobra za velike skupove podataka.

Originaln podatci

Skup za uenje Skup za provjeru
Skup za uéenje Skup za validaciju = Skup za provijeru
i Li¢enje, ugadanje,
validacija

Algoritam za
strojno ucenje

Vg

Prediktivni model ««

Provjera modela
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OCJENA I1ZVEDBE NEURONSKE MREZE

* Krizna validacija koja se ponavlja k puta (engl. k-fold cross-validation) je u
prednosti jer se svaka uzorkovana toCka uzima kao dio podataka za validaciju
toCno jednom, sto rezultira manjom varijabilnosti u ocjeni izvedbe modela.

Skup za uéenje

Podskup fﬂ ucenje Podskup za provjeru
r - .
1. iteracija | C—> E
2. iteracija I:D £
o l 1

3, iteracija \ I::> E3 10 ; =&
A\

S ProsjeCna greska
10. iteracija |_—_: > Ejp ,
) za svih k modela

Podatci se nasumicno podijele u k skupina. Svaki podatak se nade jednom u
—> ViSe razliCitih skupova za ucenje i validiranje. validacijskom skupu podataka
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VRSTE NEURONSKIH MREZA

Image: https://pub.towardsai.net/main-types-of-neural-networks-and-its-applications-tutorial-734480d7ec8e

Deep Feed Forward
(DFF)

Gated Recurrent Unit (GRU)

Deconvolutional Network (DN)

Deep Convolutional Inverse Graphics Network
(DCIGN)

(GAN)

Extreme Learning Machine Echo State Network
(ELM) (ESN)

Deep Residual Network Kohonen Network
(DRN) (KN)

Support Vector Machines
(NTM)
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DINAMICKE NEURONSKE MREZE

« DinamiCke neuronske mreze dizajnirane su za obradu sekvencijalnih
podataka gdje trenutni izlaz ovisi o proslim ulazima.

* Primjene ukljucuju predvidanje vremenskih serija, sustave upravljanja i
vodenja procesa kod sporih nestacionarnih procesa, prepoznavanje
govora i financijske analize.

KljuCne vrste:

 NARX (nelinearni autoregresivni modeli s egzogenim ulazima)
* Moving Window neuronske mreze

* Rekurentne neuronske mreze (RNN)

 Long Short-Term Memory (LSTM) mreze
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DINAMICKE NEURONSKE MREZE

Xq| tn..t2,t1,t

Y
MW-ANN Xy | tn.. t2,t1,t MW-NN
Xy tn... t2,t1,t
Input Layer |
x(n-1)
Input '
Delay | *(1;2) Output 1
v ' utput Laver
NARX \x(n'd,) I /
/.‘111;11‘) P 2 vin)
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. yin-1)
g 7]
u(f) —={ D |—p=] , u(t) —»{ D .
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_ v — mreza » V(1) — mreza
TDL — zadrska _ (Feedforward — (Feedforward
(tapped E . network) y(f) —» ; .| network)
delay lines) L L

—— J(t)

Paralelna struktura Serijski -paralelna struktura
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DINAMICKE NEURONSKE MREZE

RNN - Rekurentne neuronske mreze

Y Y

*
L | T
RNN —~— = RNN — RNN — RNN

T T T T

t t-2 t1 t

X1 X2 Xn X1 X2 Xn X1 X2 Xn X1 X2 Xn

* RNN imaju povratne veze, - izlaz iz prethodnog vremenskog koraka postaje dio ulaza u sljede¢em
koraku. Na taj nadin mreza moze ‘pamtiti’ informacije tijekom vremena i obradivati sekvencijalne podatke
(vremenske serije, govor ili tekst).

* Imaju tendenciju "zaboravljanja" starijih (udaljenijih) podataka zbog problema eksponencijalnog
smanjenja gradijenta. Tijekom uCenja gradijenti koji se propagiraju unatrag kroz mnogo vremenskih
koraka postupno postaju vrlo mali, prakticno nestaju. To otezava u€enje dugoroc¢nih ovisnosti u sekvenci.
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DINAMICKE NEURONSKE MREZE

LSTM (Long Short-Term Memory) mreze

* LSTM je specifican tip RNN, dizajniran da prevlada problem "zaboravljanja".

» Koristi tzv. éelijsku memoriju i sustav vrata (input, forget i output gates) za
kontrolu toka informacija.

» Omogucuje da se relevantne informacije pamte kroz duze vremenske korake,
CinecCi ga pogodnim za rad s dugoroCnim zavisnostima u podacima.

Forget gate Upgrade Output gate
(1) >n > c(f)
0
h(t-1) ) =h
LSTM cell

x(#)
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PRIMJENA NEURONSKIH MREZA

Modeliranje i vodenje procesa
Model neuronske mreze za razvoj modela procesa i automatsko vodenje; optimizaciju
procesa; upravljanje robotima

Dijagnostika procesa i strojeva
Detekcija stanja pri radu procesa i strojeva tako da se sustav moze automatski zaustaviti pri
pojavi problema;

Medicinska dijagnostika
Pomaze pri dijagnosticiranju bolesti analizom simptoma ili vizualnih podataka kao sto su MRI
(Magnetic Resonance Imaging) ili rendgen; u genetskom istrazivanju.

Kontrola kvalitete
Kamere ili senzori na kraju procesa proizvodnje u svrhu automatskog otkrivanja greSaka

Racunalni vid (Computer Vision)
Prepoznavanje objekata, klasifikaciju slika, detekciju lica, pracenje pokreta, opti€ko
prepoznavanje znakova (npr. kod skeniranja) i druge zadatke u ra¢unalnom vidu.

Prepoznavanje govora
Pretvaranje izgovorenih rijeCi u ASCII tekst.



Sveuciliste u Zagrebu

Fakultet kemijskog inZenjerstva i tehnologije LAM

Metode umjetne inteligencije

PRIMJENA NEURONSKIH MREZA

Procjena kreditne sposobnosti
Procjenjivanje kreditne sposobnosti pojedinaca ili tvrtka na temelju njihovog
financijskog stanja;

Ciljani marketing
StatistiCka karakterizacija populacije u svrhu ciljanih marketin§kih kampanija;

Financijsko predvidanje
Na temelju prethodnih podataka o cijenama vrijednosnih papira predvidanje
buduceg kretanja cijena i trziSnih kretanja opcenito, detekciju prevara;

Inteligentno pretrazivanje i preporuditeljski sustavi
Internetsko pretrazivanje relevantnog sadrzaja. Personalizirano preporucivanje
proizvoda, filmova, glazbe i drugih sadrzaja temeljem ponasanja korisnika;

Prepoznavanje ciljeva
Primjena u vojne svrhe - video i/ili IC snimke za prepoznavanje vojnih ciljeva;

Autonomna vozila
Percepcijia okoline, prepoznavanje prometnih znakova, pracenje cesta...
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PRIMJENA NEURONSKIH MREZA

Prirodni jezik (Natural Language Processing - NLP)

U obradi prirodnog jezika, strojno prevodenje, prepoznavanje entiteta,
generiranje teksta, analiza sentimenta i druge zadatke vezane uz jezik.

Igranje igara

Razvoj agenata koji mogu nauciti igrati kompleksne igre poput Saha,
videoigara i drugih.

Energetika

Predvidanje potrosnje energije, odrzavanje energetskih sustava i
optimizaciji distribucije energije.

Obrambena industrija;

Svemir i svemirske tehnologije



wwoee LAM

Fakultet kemijskog inZenjerstva i tehnologij
Metode umjetne inteligencije

.vg,,

20 R
|3 RS TR

Prepoznavanje rukopisa i lica
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PRIMJENA NEURONSKIH MREZA

Prepoznavanje govora (Speech Recognition)

HIDDEN | HIDDEN Il OUTPUTS

nare, leo eu finibus

i 3
mollis, felis felis
convallis odio, id varius
nisi ligula a mauris.

Za prepoznavanje govora
koriste se najCesce
konvolucijske neuronske
mreze (CNN) i rekurentne

Keras Speech Recognition neuronske mreze (RNN).
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PRIMJENA NEURONSKIH MREZA

Prepoznavanje lica (Facial Recognition)

Sustavi za prepoznavanje usporeduju ljudsko lice s digitalnim
slikama. Mogu se koristiti u uredimal/institucijama za selektivne
ulaske ljudi. Sustavi tako autentificiraju ljudsko lice i uskladuju
ga s popisom ID-ova koji su prisutni u njegovoj bazi podataka.

Za prepoznavanije lica i obradu slika koriste se najcesce
konvolucijske neuronske mreze.

Vremenska prognoza (Weather Forecasting)

Jasmeon G
Shamender Sagh

Hybrid Neural Networks for

Weather Forecasting
An Integrated Approach to Forecasting
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NEURONSKI MODEL SOFT SENZORA

U rafinerijskom FCC postrojenju na temelju raspolozivih
procesnih mjerenja i laboratorijskih analiza razvijena su:

dva modela
softverskih senzora: T,

za predvidanje RVP vrijednosti  Ts

stabiliziranog FCC benzina
T35

za predvidanje sadrzaja C;
frakcije u UNP-u Refluks




Usporedba modela i laboratorijskih podataka za RVP i C,
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FEIT!

Prediktivna dijagnostika
izmjenjivaca topline

\Pbl i \\R"'&
roblemi ) jeSenje /

« Smanjenje prijenosa topline
povecanje troSkova rada

» Nastale naslage utjeCu na
toplinske i mehaniCke
karakteristike izmjenjivaca
topline.

* Razvoj modela za pracenje
prijenosa topline razvijenih na
osnovu dostupnih podataka.

* lzracun razliCitih pokazatelja
nastajanja naslaga

mreza > <
o0— —©

ar,i CIE32 > Er
O O

Heat Exchanger E-007

o— Lo Cakcuitions

i delT1

vV V V

= delT2

& delTshell
& delTube
& He

& Hh

Neuronska Ty 0,mod | m @ <<

€ Heat Exchanger E-007 Heat Exchanger E-007

Outlet cold stream temperature (real - predicted)

 Rezultati

/

Sustav za kontinuirano
prac¢enje izmjenjivaca topline i
procesa nastajanja naslaga

87,625 152,98
21644 186,73

Outlet cold stream temperature (real vs predicted) Heat-transfer-coefficient (clean vs fouled)

Fouling factor



Potrebni podaci

Predobrada podataka

W

FKITMCMXIX

Prikupljanje procesnih
mjerenja sa postrojenja u
odredenom vremenskom
periodu:

*  Temperature na ulazima i
izlazima oba fluida

* Protoci i tlak (pozeljno)
Podaci o izmjenjivacu topline:

Radni list izmjenjivaéa (,Data
Sheet”)

Fizikalno — kemijske
karakteristike fluida

Iskustvene Cinjenice

Statisticka analiza ulaznih
varijabli

Uklanjanje ekstremnih
vrijednosti te filtriranje
podataka po potrebi.

Skaliranje podataka prema
zahtjevima razvoja modela.

Prikupljanje

podataka

||- ™

[odahir ulaznih vaﬂ]abli]

'

[Uklanjanje ouﬂiem]

"

Filtriranje
podataka

PREDOBRADA PODATAKA

v

Odabir strukture
maodela (npr.

neuranske mreie)

[ Razvoj modela ]

Y

Vrednovanije i analiza
rezultata modela

Y130 ronzvd

(skaliran]e podata ka]
| )

L v

[ Implementacija J
modela

[IzraEun Usistoy Unasisgs | Rr]

v

Definiranje kriticnih vrijednosti
indikatora naslaga

Analiza reziduala modela i
pracenje fouling faktora

DETEKCLA NASLAGA

Metodika dijagnostike izmjenjiva¢a topline

Rezultat

LAV

LABORATORY FOR AUTOMATION & MEASUREMENT

Razvoj modela

Odabir fundamentalnog ili
modela strojnog ucéenja.

Razvoj modela
identificiranjem parametara i
hiper-parametara modela.

Vrednovanje rezultata
modela primjenom razli€itih
statistickih kriterija.

Izracun veli¢ina potrebnih za
dijagnostiku rada
izmjenjivaca topline prema
rezultatima modela.

Implementacija
dijagnostickog alata u sustav
za pracenje rada izmjenjivaca
topline.
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Sucelje za dijagnostiku izmjenjiva€a topline na rafinerijskom
postrojenju hidrokrekinga

O PlvV‘iSion © New Display |
@  Assets HE-007_ver1

"6Bﬁﬂ-ﬂ(h

"

< Home
HE
@ Benzenin LR

@ Heat Exchanger E-007 Heat Exchanger E-007

Attributes 219:4

Heat Exchanger E-007
Calculations Outlet cold stream temperature (real vs predicted) Heat-transfer-coefficient (clean vs fouled)
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LABORATORY FOR AUTOMATION & MEASUREMENTS
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FKITMCMXIX

Sekcija za predgrijavanje sirove
nafte

PROBLEMI

« Mehanizam nastajanja naslaga * Razvoj modela prema . On-lit_we a!at za pracenje i
nepoznat. naprednim ,data-driven’ predvidanje nastanka
P d naivedim Ut metodama. Ne utvrduje se naslaga i ukupne efikasnosti
roces Pod aiNE el mehanizam nastanka naslaga izmjenjivaca
nastajan)aiieR e nego se identificiraju relacije e :
rafineriji. nes du U SET : o J - Napredna dijagnostika
o e— IZmedau ulaziiiiISE . rada izmjenjivaca topline
» Ogromni troSkovi zbog naslaga. varijabli. Ea
. . . _ * Omogucuje provedbu
» Dinami¢ke promjene ulaznih * Modeli strojnog uéenja (umjetne preventivnog i prediktivnog
veli¢ina i fizikalno-kemijskih inteligencije) za predobradu i odrzavanja.
svojstava te Ceste izmjene analizu ulaznih veli€ina te za
sirovina. procjenu izlaznih veli€ina.
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Soft senzor
za
predvidanje
toCke
pocetka i
kraja
destilacije
dna splitera
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LAM

Struktura modela

Temperatura vrha kolone
Temperatura ulaza u spliter
Temperatura vrha splitera
Temperatura dna splitera
Tlak vrha splitera

Protok refluksa (t/h)

Temperatura vrha kolone
Temperatura ulaza u spliter
Temperatura vrha splitera
Temperatura dna splitera
Tlak vrha splitera

Protok refluksa (t/h)

-

\_

-

\_

\
Model
softverskog
senzora
/
\
Model
softverskog
senzora

J

Soft senzor za predvidanje toCke pocetka i kraja destilacije dna splitera

TIBP
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LAM

Soft senzor za predvidanje tocke pocetka i kraja destilacije dna splitera

Pocetak destilacije dna splitera - T\gp KRIVEL —_

SLOY)

ULAZN
SLO)J

- Struktura mreze: 5 -9 -1

T S \' Ukupno
Sr.vrijednost | g, 76 | 8199 | 80,44 | 80,96
podataka
Sr. vruvednost 0,06 0,12 0,40 0,09
pogreske
S.D. pogreske 2,98 2,03 2,96 2,80
Korelacija 0,85 0,87 0,86 0,86
Analiza osjetljivosti
Turhkol Pvrhsp Refluks Tulsp Tdnosp
Ratio 1,20 1,84 1,07 1,03 2,27
Rank 3 2 4 5 1




d» Sveutiliéte u Zagrebu

Fakultet kemijskog inZenjerstva i tehnologije LAM

Metode umjetne inteligencije

Soft senzor za predvidanje toCke pocetka i kraja destilacije dna splitera

Pocetak destilacije dna splitera - T@

- graficka usporedba eksperimentalnih i podataka dobivenih modelom
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FRIT!

Soft senzor za predvidanje sadrzaja 3-MP u izomerizatu
@ il

. o T @

. : DH [ | S B
;;I([)\\%E ATE COLIMN 4 L G
\ 4 EAM ==
& o =

— o e & Forget gate Upgrade Output gate
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imm T % ?—71 }r_«/ swirer ‘ LSTM cell
{J ; i.;} ! x(t)
O ‘\.]FH*T o ﬂ%@lﬂiﬁé&%
Feature Test data set
Learning algorithm ADAM
. - . T T T T T
Activation function tanh LSTM model
Number of past time steps 55 2r — — — measured
Number of hidden units 25 =
R 0.988 = | A \
o 150 W 2 i :
RMSE [% mol] 0.048 = Y \ 1 | '
MAE [% mol] 0.037 5 . i |7 [, £ ‘}
c 1Ry ) PARCI
RMSE (test)  MAE (test) g ! ! ’ s
J / v
Model R (test) [% mol] [% mol] E | V ‘, f\ ‘ " ! |
LSTM 0.988 0.048 0.037 b 05 At 4y ™ 7
MLP 6-20-1 0.968 0.091 0.067 ’ /
SVM 0.982 0.069 0.045 0 : ‘ ' ' ‘ ' ‘
0 1000 2000 3000 4000 5000 6000 7000 8000
NARX 0.985 0.054 0.046
Sample

HW 0.995 0.033 0.026
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Pracenje koncentracije u procesu kristalizacije primjenom neuronskih mreza

/ PAT \

PROCES

Analiza podataka ..
P NIR osjetilo
1zlazne

-~ NIR sonda u stvarnom
Ulazne veli¢ine vremenu P
veliine

.1, . Napredno vodenje .
prilagodba prediktivnim prilagodba
procesa u modelom procesa u
stvarnom

stvarnom
\ vremenu g vremenu

Razvijeni su kalibracijski modeli neuronskih mreza za modeliranje
ovisnosti koncentracije aktivne tvari o temperaturi i spektralnim podacima
dobivenim mjerenjima u FTIR, UV-Vis | RAMAN uredajima.

Kalibracijski modeli sluzit ¢e za kontinuirano pracenje koncentracije aktivne
tvari u procesu kristalizacije.
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Prac¢enje koncentracije u procesu kristalizacije primjenom neuronskih mreza

Ulazne varijable: Temperatura, FTIR spektralni podaci; lzlazna varijabla: Koncentracija otopine

Broj neurona u Aktivacijska funkcija — | Aktivacijska funkcija Loss Algoritam Broj epoha
skrivenom sloju skriveni sloj — izlazni sloj funkcija ucenja Number of
Number of neurons | Activation function in | Activation function in Loss Training epochs
in the hidden layer the hidden layer the output layer function algorithm
10 RelU LINEAR MSE NADAM 40
mijesalica T b)
vy
T FTIR koncentracija an
SPEKTROMETAR = 160° '
i
;§ 140-
2 120- '
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ATRETIR ﬂ A/D pretvornik }—] @ 100
sonda Pt-100 ie) ¢
—|[———|.temperaturna 2 80-
// 'Eonda -g ¥
‘ 5 60 “
ogrjevni/rashladni S
cges S = w0 8
u L] ' ' ' 1 1 I
(" upravljana S 40 60 80 100 120 140 160
TERMOSTAT varijobl - koncentracija/gkg™
(temperatura
l—{ \ plasta)
ogrievniirashiadnimed Usporedba stvarnih (FTIR) koncentracija i onih dobivenih

. e, NN modelom na skupu podataka za provjeru
PracCenje procesa kristalizacije primjenom

procesne analitiCke tehnologije
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Pracenje koncentracije u procesu kristalizacije primjenom neuronskih mreza

Ulazne varijable: Temperatura, Ramanovi spektralni podaci, percentili ‘ p— '
distribucije velicine Cestica D10, D50 i D90 te zamucenost. e I ,
N i
M % 200 ' ‘
’ E 175 ‘
g
| % 150
Raman spectrum | EE]
grosnneneas ? ’( Raman spectrometer } 2 o
f g
H ! E 100
! o Turbidity and CLD ——
=] I ! 10
- T S ) W . . . |
I & e (eeencacad . UéB 7’5 100 125 150 175 200 225 250
= s ! : . Real solute concentration, g/kQsorution
© ) Temperature : t " - T -
£ Nl e s s : P Z
© K : ; & | +
(= AL N iR : ] ; BE
e ~ - R 4 -
a
! L

Cooling/heating
circulator

Cooling/heating medium

Pracenje procesa kristalizacije primjenom Usporedba stvarnih (RAMAN) koncentracija i onih dobivenih
procesne analiticke tehnologije NN modelom na skupu podataka za validiranje
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LAM

Predvidanje koncentracije lebdec¢ih €¢estica u zraku primjenom neuronskih mreza

Prediktorski
skupaovi (X)

Koncentracija
oneciicenja (Y)

Hiperparametri i
znacajke

h J

Algoritam nasumiénih
suma

Podjela
skupova

Skup za vrednovanje

v

Priprema
podataka i
struktura

Algoritam

Skup za uéenje

Hiperparametri i
znatajke

Y

Algoritam neuronskih
mreza

Skup za ucenje

Podjela
skupova

kA J

4,[ Treniranje modela }17

Skaliranje
(normalizacija)
varijabli

.| Ispitivanje kvalitete |_

Skup za vrednovanje

modela

l

Spremanje modela

Koncentracija lebdeéih Eestica pg'm?

Valentino Petric¢, diplomski rad

Lokacija Algoritam

Sjever Neuronske
GlaZ) mreze

Sjever Nasumicne
Sl Sume

Hiperparametri modela

alpha': 0.05, 'early_stopping": True,
'hidden_layer_sizes'": (500, 100, 10),
'learning_rate_init": 0.0001, 'max_iter": 300,
'random_state": 42, 'solver': 'adam'
max_depth": 10, 'max_samples": 0.5,
'min_samples_leaf": 2, 'n_estimators": 200,
'n_jobs": -1, 'random_state": 42},

Usporedba stvarnih | modelom dobivenih podataka za skup
podataka s lokalnim meteoroloskim podacima

Stvarna vrijednost

a0 100
zorci

120

——Procjena MM

140 160

——Procjena RF
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Predvidanje koncentracije lebdecéih ¢estica u zraku primjenom neuronskih mreza

* Procjena dnevnog Indeksa kvalitete zraka preko polutanata PM10 i PM2.5.

+ Kilasifikacijski Random Forest i Support Vector Machine modeli su razvijeni, koristeci

Python.

* Podaci: masene koncentracije PM10, PM2.5 i meteoroloSki podaci sa tri meteoroloSke

stanice.

1 ® Stvarne vrijednosti AQI_PM10

Predvidene AQI_PM10 - RF

AT D RO e L < Rl Rl OB OO DDl OO U GRS R 00 AT T ST T Lo

e L3 o D D * L i & L S bl
L 2
AT T T D D T T D0 DD T R . B R R R S R o O DT o DO R DO
T T T T T
2020-02 2020-03 2020-04 2020-05 2020-06

Datum

Comparison of actual and model-predicted AQI values (validation
data)

Vietrka

Tocénost

PM10

PM256
PM20
PM25

o) =
INIE

03.6

' RS
' fn.g
* NO.5

DAILY AR QUALITY INDEX
+ PM20
PM10

L]
(]
®
L]

SVAVI
0.96 0.88

PM.25
PH25
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Ines Martic, diplomski rad

Predvidanje sadrzaja propilena primjenom neuronskih mreza

Ines Martic, diplomski rad

Frekvencija
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Otpadni plin
e Deetanizer Propanfl’propen
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smjesa —————¥
propan/propen
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100.0 A
&
2 998
= —— analizator
S N T LSTM mode!
g 996
[=%
99.4 . T T T T
0 5000 10000 15000 20000

Uzorak

Korelacija na cjelokupnim podacima
Korelacija na skupu podataka za u€enje
Korelacija na test skupu podataka
Korelacija na validacijskom skupu

Sr. kvadr. pogreSka na skupu za ucenje
Sr. kvadr. pogreska na test skupu

Sr. kvadr. pogreSka na validacij. skupu
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0.031
0.037
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12000
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Usporedba izmedu stvarnih podataka sadrzZaja propilena i vrijednosti dobivenih LSTM
modelom za model sa RelL U funkcijom, 33 LSTM jedinice i 33 vremenska koraka u pro$lost

T
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Histogram pogre$ke

T
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Primjer: Predvidanje nastajanja kokristala u farmaceutskom razvoju

@ -i-® |
« Cilj: identificirati koformere koji mogu tvoriti stabilne _ Vo2 H‘\
kokristale s djelathom farmaceutskom tvari. : -

* UobiCajena metoda za odabir koformera je eksperimentalna
metoda pokuSaja i pogreSaka, koja zahtijeva znacCajno
laboratorijsko vrijeme i potroSnju reagensa.

* Primjenom robusnih prediktivnih alata, proces bi se mogao
uciniti u€inkovitijim. - klasifikacijski modeli

Molekularni deskriptori

lUIaz 1

e 5 |
O OO
EEE S Kokristal Da/Ne

»
L

Model strojnog uéenja

(AP - Laforrmier)

Ulaz 180

T

Molekularni deskriptori
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Literatura iz neuronskih mreza

D. R. Baughman, Y. A. Liu, Neural networks in Bioproceesing and Chemical
Engineering, Academic Press, 1995

Mitchell, T. M., Machine Learning, McGrowHill, 1997

Hastie, T., Tibshirani, R., Friedman, J.H., The elements of statistical learning:
Data mining, inference, and prediction, Springer, New York, 2009

Goodfellow, |., Bengio, Y., Courville, A., Deep Learning, An MIT Press Book, 2016

Bishop, C.M, Neural Networks for Pattern Recognition, Clarendon Press Oxford,
1995.

Springer Series in Statistics

0 P Loufrronna Y. A. ta NI NG ’ 3F DEEP LEARNING £
;A A Trevor Hastie \ oo .
‘ \ \ 6 Robert Tibshirani nd Ascon Codie

Jerome Friedman T AT Tk ?
‘*’ Neural Networks for

-
\/

¥y Pattern Recognition

”
ot

) Christopher M. Bishop

NEURAL
NETWORKS

in Bioprocessing
and Chemical
Engineering
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